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RESUMO 
 

 
Uma das maneiras de tornar mais eficiente a estimativa do volume das árvores 
de Eucalipto é a aplicação de ferramentas capazes de tornar as estimativas 
bem próximas do real. O objetivo deste trabalho foi comparar duas formas de 
estimativas de volume: modelos matemáticos por meio de métodos de 
regressão e redes neurais artificiais. O conjunto de dados utilizado resultou da 
segunda rotação do experimento contendo 15 clones, de Eucalyptus spp., 
Implantados na Estação Experimental do Instituto Agronômico de Pernambuco 
(IPA), localizada na região de Araripe, Pernambuco. O conjunto de dados foi 
composto por 2199 árvores, cubadas pelo método de Smalian. Foi mensurada 
a altura total, altura do fuste e diâmetros em várias posições no fuste. Para 
modelagem, as árvores foram agrupadas utilizando o teste de Skott-Knott, por 
clone e para todos os clones juntos. A avaliação dos ajustes da Rede Neural 
Artificial (RNA) considerou duas formas de entrada das variáveis
independentes: a) seções de volume e b) diâmetro à altura do peito (DAP) e 
altura total (Ht). O desempenho dos modelos matemáticos e RNA foi baseado 
no índice de adaptação de Schlaegel (𝐼𝐴𝑎𝑗), erro quadrático médio em 

percentual (RMSE%) e análise gráfica de resíduos. De acordo com os 
resultados obtidos, o modelo de Schumacher-Hall apresentou melhor 
desempenho estatístico para estimar o volume individual de Eucalyptus spp. A 
Rede Neural Artificial considerando o volume das seções como variáveis de 
entrada foi superior quando comparado com DAP e Ht como variáveis de 
entrada. O modelo de Silva-Borders e as Redes Neurais Artificiais 
considerando o volume das seções como variáveis de entrada são mais 
práticos para estimar o volume porque não consideram a variável Ht, que é 
muitas vezes difícil de medir no campo e onerosa. 
 

 

Palavras-chave: Inventário florestal, inteligência artificial, análise de regressão. 
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ABSTRACT 
 

 

One of the ways to estimate volumes of the Eucalyptus trees with efficiency is 
to apply formulae that can make the estimates with precision. The objective of 
this work was to compare two ways of volume estimations: mathematical 
models through regression methods and the artificial neural networks. The data 
set used came from the second rotation of the experiment containing 15 clones, 
of Eucalyptus spp., implanted at the Experimental Station of the Agronomic 
Institute of Pernambuco (IPA), located in the Araripe region, Pernambuco, 
Brazil. The data set was composed of 2199 trees, cubed by the Smalian 
method. It was measured the total height, stem height and diameters at several 
position in the bole. For modeling, the trees were grouped using the Skott-Knott 
test, per clone and for all the clones together. The evaluation of Artificial Neural 
Network (ANN) adjustments considered two forms of input of the independent 
variables: a) volume sections and b) diameter at breast height (DBH) and total 
height (Ht). The performance of the mathematical volumetric models and ANN 

was based on Schlaegel fitting index (IAaj), root mean squared error in 

percentage (RMSE%) and graphic residuals analysis. According to the results, 
the Schumacher-Hall model presented better statistical performance for 
estimating the individual volume of Eucalyptus spp. The Artificial Neural 
Network considering the volume of the sections as input variables was superior 
when comparing with DBH and Ht as input variables. The Silva-Borders model 
and Artificial Neural Networks considering the volume of the sections as input 
variables are more practical to measure volumes because they do not consider 
the variable Ht, which is often difficult to measure in the field and costly. 

 

Keywords: Forest inventory, artificial intelligence, regression analysis. 
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1 INTRODUÇÃO 

 

 A região do Polo Gesseiro do Araripe em Pernambuco, é considerada a 

maior produtora de gesso, representando 95% da produção total do Brasil. 

Essa região tem como principal fonte de energia para a calcinação da gipsita a 

lenha advinda da Caatinga (GADELHA et al., 2015).  

 De acordo com Silva (2008/2009) o estoque madeireiro da Caatinga não 

é suficiente para suprir a demanda da indústria do gesso, além disso, existe 

uma insuficiência de planos de manejo sustentáveis. Ainda de acordo com o 

autor, mesmo se tivesse planos de manejo sustentáveis, não seriam suficientes 

para uma exploração sustentável, pois o período de rotação da Caatinga é 

superior a 10 anos e exigiria grandes áreas manejadas, pois o incremento 

médio anual da Caatinga em locais bem produtivos fica em torno de 5m³/ha. 

 Campello (2011) constatou que apenas 11,75% da lenha utilizada pelas 

empresas produtoras de gesso são provenientes de planos de manejo florestal 

e 0,1% de reflorestamentos energéticos com eucalipto. De acordo com Rocha 

(2012), devido a utilização intensiva da lenha, o desmatamento coadjuvado 

com a degradação ambiental vem aumentando na região do Polo Gesseiro de 

Araripe. 

 Portanto, uma alternativa para a redução do desmatamento na região 

passa pela utilização de espécies de rápido crescimento e com um grande 

potencial energético. A produção e utilização de madeira para energia com 

espécies de rápido crescimento estão entre os temas que recebem muita 

atenção no contexto das energias renováveis, não só dos políticos, mais 

também de cientistas e grupos de interesse que representam outros setores 

como a agricultura, a silvicultura, o ambiente, a indústria e os consumidores. 

 A principal razão para esse interesse generalizado é que as diferentes 

partes perceberam a problemática das implicações nas mudanças climáticas 

do caminho empreendido pelas sociedades modernas e as indústrias no que 

diz respeito ao alto consumo de energia, muitas vezes advindos de florestas 

naturais e fontes de energia não renováveis. 

 



15 
 

 No contexto brasileiro, nos últimos anos tem sido notada uma grande 

expressividade na utilização de espécies de rápido crescimento para fins 

energéticos, principalmente o eucalipto, considerado como um dos principais 

representantes do setor florestal brasileiro, devido ao seu rápido crescimento, 

excelente produção volumétrica, melhoramento genético, técnicas silviculturais, 

etc.  

 De acordo com Goulart et al. (2003), Carvalho (2010) o Brasil apresenta 

condições extremamente favoráveis de clima e de solo ao plantio do eucalipto, 

o que lhe confere rápido crescimento, atingindo os mais altos índices de 

produtividade do mundo.  

 Diante disto, na região do Polo Gesseiro do Araripe foi estabelecido no 

ano de 2002, em caráter experimental, um teste com 15 clones de Eucalyptus 

spp. cujo objetivo foi de identificar materiais genéticos que conciliem a boa 

produtividade volumétrica, resistência a doenças com as boas características 

tecnológicas para fins energéticos, como elevado poder calorífico, alto 

rendimento em carvão vegetal, baixo teor de cinzas, com o intuito de diminuir a 

pressão sobre o recurso florestal da Caatinga. 

 No entanto uma das maneiras de tornar mais eficiente o uso dos 

recursos florestais é a aplicação de ferramentas capazes de tornar as 

estimativas volumétricas bem próximas do real.   

 O volume é uma das formas mais importantes de informação para o 

conhecimento do potencial florestal, considerado como uma parte integrante do 

crescimento da floresta, que fornece informações para a compreensão da 

produtividade florestal e uma base para o planejamento das ações de manejo 

florestal (PHILIP, 1994; DIAMANTOPOULOU, 2006; SHATER et al., 2011; 

RIBEIRO; GAMA; MELO, 2014).  

Em face disto, é do interesse de qualquer administrador ligado ao setor 

florestal conseguir quantificar e prognosticar, com confiabilidade o estoque de 

uma determinada floresta. O volume sempre foi considerado uma variável de 

difícil obtenção, principalmente quando se quer conhecer o volume de um 

grande número de árvores. Para Socha e Kulej (2005); Bayati e Najafi (2012), a 

estimação do volume por meio das características básicas dendrométricas, tais 

como diâmetro a altura do peito  e altura , tem resultado em erros, em 
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função da variação da forma do fuste da árvore, influenciada por fatores tais 

como a espécie, procedência, idade e densidade.  

De acordo com Kong et al. (2012) a variação da forma do fuste é um 

resultado de diferenças na taxa de incremento de diâmetro em diferentes 

alturas. A forma da árvore não se identifica com a forma de um único sólido 

geométrico específico, mas sim como um neilóide na base, um parabolóide no 

meio e um cone no topo (HUSCH; MILLER; BEERS, 1972; BORGES, 1981; 

AVERY; BURKHART, 1994). 

Nicoletti (2011) salienta que se fosse possível determinar o início e o fim 

de cada figura geométrica ao longo do fuste, bastaria aplicar fórmulas 

geométricas correspondentes aos vários sólidos geométricos que ocorrem ao 

longo do fuste e poder-se-ia obter o volume do fuste. 

 No entanto, esse processo é praticamente impossível, motivo que 

proporcionou o desenvolvimento de ferramentas ao longo dos anos para 

estimar a variável volume, destacando o fator de forma, quociente de forma, 

xilômetro, fórmulas matemáticas, modelos volumétricos, funções de afilamento 

ou taper (PHILIP, 1994; SCOLFORO et al., 1998; HUSCH; BEERS; KERSHAW 

JR, 2003; BONYAD; RAHIMNEJAD, 2004; RAMOS, 2012; PACHECO et al., 

2015) e modelos que dispensam a mensuração da altura da árvore e 

consideram o volume das secções como variáveis independentes (SILVA; 

BORDERS, 1993; LYNCH, 1995).  

Recentemente, uma abordagem alternativa para a estimativa do volume 

consiste no uso de redes neurais artificiais (RNAs). As RNAs são definidas 

como sistemas computacionais baseados nos princípios de sistemas neurais 

biológicos. Essas redes têm a capacidade de aprender, memorizar e identificar 

relações entre os dados (ÖKZAN; ERBEK, 2003).   

De acordo com Higgins (2011), Wang e Xiong (2013), Wu (2014), as redes 

neurais têm se tornado uma técnica de modelagem utilizada em uma variedade 

de diferentes áreas de manejo de recursos florestais incluindo a classificação 

de terra, análise de dados espaciais, crescimento e dinâmica da floresta. 

Nos últimos anos, tem sido frequente a aplicabilidade das redes neurais 

artificias no campo da modelagem florestal (LIU et al., 2003; CORNE et al., 

2004; DIAMANTOPOULOU, 2005a, 2005b; ÖZCELIK et al., 2010; HIGGINS, 

2011; PELLI, 2013; SOARES et al., 2012; BINOTI et al., 2014; WU, 2014). 
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A principal razão da aplicação das redes neurais artificiais para a estimativa 

do volume é que a sua metodologia é comparável à modelagem estatística e 

poderia ser encarada como esforço complementar (sem a suposição restritiva 

de um modelo estatístico em particular) ou uma abordagem alternativa para 

dados não lineares com a capacidade de aproximar soluções e ainda resolver 

problemas difíceis que estão fora do alcance de modelos determinísticos e 

tradicionais (SANDO et al., 2005; ÖZCELIK et al., 2010; SAFI e BOUROUMI, 

2013) 

De acordo com o exposto, objetivou-se com a pesquisa testar a eficiência 

de diferentes métodos de determinação do volume individual de clones de 

clones de Eucalyptus spp., implantados na região da Chapada, utilizando os 

modelos tradicionais, modelo das secções da primeira tora e redes neurais 

artificiais e especificamente pretendeu-se: 

 Comparar os ajustes gerados pelos modelos volumétricos tradicionais e 

modelo de volume das secções; 

 Comparar dois procedimentos de variáveis de entrada das redes 

neurais artificiais para a estimativa de volume individual. 
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2 REVISÃO DE LITERATURA 

2.1 FLORESTAS ENERGÉTICAS DE EUCALIPTOS 

 

 O elevando consumo de energia com o acentuamento crescimento das 

emissões de gases de efeito estufa e as preocupações sobre a dependência 

das importações de energia estão levando á mudanças globais nas fontes de 

qual a energia está prevista para ser derivada nos próximos anos (FERRANTI, 

2014). Diante disso, o fornecimento de madeira para fins energéticos vindo das 

florestas nativas levou a um interesse no estabelecimento de plantações de 

eucalipto em várias partes do mundo, particularmente nos trópicos e 

subtrópicos.  

 A energia advinda das florestas de eucalipto já é considerada 

competitiva com a energia fóssil em muitos países e pode oferecer alguns dos 

mais altos níveis de eficiência energética e de carbono entre matérias-primas 

de bioenergia, em especial quando utilizadas para a geração de calor e 

energia. Além de ser economicamente atraente, é uma opção estratégica para 

o aumento da segurança energética, em particular nos países que dependem 

consideravelmente da lenha vindo das florestas nativas (FAO, 2008).  

 Portanto, diante dessa conjuntura de benefícios que as florestas 

energéticas de rápido crescimento propiciam, aliado a exploração intensiva da 

Caatinga, no Polo Gesseiro do Araripe foi estabelecido um experimento no ano 

de 2002, com 15 clones de Eucalyptus spp. Esse experimento é monitorado 

pela UFRPE (Universidade Federal Rural de Pernambuco) e IPA (Instituto 

Agronômico de Pernambuco), com apoio do CNPq (Conselho Nacional de 

Desenvolvimento Científico e Tecnológico), com intuito de subsidiar futuros 

programas de plantio florestal comercial na região, como alternativa concreta 

para atender à demanda de biomassa do parque industrial do gesso (FUPEF, 

2007).  

 Neste contexto, têm-se a hipótese de que a implantação de 

reflorestamentos comerciais com espécies do gênero Eucalyptus para fins 

energéticos na região do Polo Gesseiro do Araripe pode ser uma alternativa 

técnica, ambiental e economicamente viável.  
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 Para sustentar esta hipótese, vários estudos têm sido realizados nessa 

região. No estudo realizado por Silva (2008/2009) em que pretendia avaliar as 

potencialidades de florestas energéticas de eucaliptos no Polo Gesseiro do 

Araripe conclui que para uma produção de 4,2 milhões de ton. de gesso e um 

IMA de 15 m³/ha para o eucalipto, seriam necessários, aproximadamente, 

3.360 hectares plantados com eucaliptos por ano que resulta em 16.800 ha 

com rotação de 5 anos. Essa simulação realizada pelo autor, enfatiza à 

necessidade de plantio de florestas energéticas de eucaliptos como fonte 

alternativa e viável para a indústria do gesso na região do Araripe. 

 No estudo realizado por Gadelha (2010) em que pretendia estimar o 

rendimento volumétrico e energético de clones de híbridos de Eucalyptus 

urophylla (Cruzamento Natural) e Eucalyptus brassiana conclui que estas 

espécies apresentaram melhor rendimento volumétrico e energético quando 

comparada as outras fontes de biomassa florestal usada pelas calcinadoras.  

 Não obstante a isso, Rocha (2012) realizou um estudo para avaliar a 

produtividade volumétrica de clones de Eucalyptus spp. e teve como resultado 

que a alta produtividade, aliada ao menor tempo de rotação de clones de 

Eucalyptus spp. comparada aos planos de manejo florestal sustentado da 

Caatinga, faz desse gênero um grande potencial para ser usado como oferta 

para fins energéticos e minimizar o processo de devastação da vegetação 

nativa. 

 

2.2 CUBAGEM RIGOROSA 

 

 O procedimento mais adotado para a quantificação do crescimento e da 

produção de uma determinada floresta é a utilização de equações de volume. 

No entanto, para se obter essas equações é necessário recorrer ao método de 

cubagem rigorosa, que consiste na divisão do fuste em n secções, obtendo o 

volume de cada secção (CABACINHA et al., 2013). 
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 As principais fórmulas matemáticas empregadas na obtenção do volume 

individual a partir da cubagem rigorosa são a de Huber, Newton e a de Smalian 

(AVERY; BURKHART, 1994; THIERSCH, 2002). Esses autores ressaltam que 

estas fórmulas empregadas na cubagem são válidas quando as secções se 

assemelham a um tronco de parabolóide de revolução e podem fornecer 

resultados idênticos se o fuste for perfeitamente cilíndrico. 

 De acordo com Ounekham (2009), das três fórmulas apresentadas, a 

fórmula de Smalian é a mais fácil de aplicar, mas pode demonstrar alguma 

imprecisão quando existe uma irregularidade do fuste.  

 No entanto, a estimativa do volume pelo uso do xilomêtro é considerado 

o único método de cubagem rigorosa que fornece o valor do volume verdadeiro 

(MACHADO et al., 2006). Para Husch; Miller e Beers (1972) apesar do 

xilômetro apresentar resultados precisos, a sua aplicação é muito reduzida 

devido a elevados custos na instalação de equipamentos e no manuseio de 

toras com grande volume.  

 Desta forma, a fórmula mais usada para cubar rigorosamente o volume 

de uma árvore, consiste em derrubar e cubar as secções da árvore usando a 

fórmula de Smalian. 

 

2.3 MODELAGEM VOLUMÉTRICA 

 

 No manejo florestal, fórmulas complexas baseadas em relações 

propostos por Huber, Smaliam e Newton são usadas para estimar o volume 

das árvores. Todos esses relacionamentos exigem muitas medidas de 

diâmetros em determinadas alturas que são difíceis de obter em árvores em 

pé, especialmente quando as medições de diâmetro têm de ser tomadas a 

vários metros acima do solo (DIAMANTOPOULOU, 2006).  

 De acordo com Adekunle et al. (2013) a prática comum para solucionar o 

problema acima mencionado é a aplicação de modelos volumétricos. Esses 

modelos têm sido usados com frequência em empresas do setor privado para a 

construção de tabelas de volume (OLIVEIRA et al., 2009).   
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 Na construção de tabelas de volume são considerados os modelos de 

simples e dupla entrada. Os modelos de simples entrada utilizam apenas o 

diâmetro como estimador do volume total ou comercial, sendo 

indiscutivelmente práticos e normalmente aplicados quando a correlação entre 

o diâmetro e a altura é muito forte, ou seja, onde há bastante homogeneidade 

no desenvolvimento em altura das árvores de mesmo diâmetro (OLIVEIRA et 

al., 2009).   

 Os modelos de dupla entrada empregam como variáveis independentes 

o diâmetro e a altura, ou uma combinação dessas aplicadas para povoamentos 

em que há uma maior heterogeneidade no desenvolvimento da altura das 

árvores com mesmo diâmetro (SCHNEIDER, 1993; THIERSCH et al., 2006; 

SCHRÖDER et al., 2013). 

Campos e Leite (2013) consideram que dos tantos modelos existentes, 

os modelos desenvolvidos por Schumacher e Hall e Spurr são considerados os 

mais difundidos, talvez por causa das suas propriedades estatísticas e 

facilidade no ajustamento. Estes modelos são apresentados nas expressões 1 

e 2, com a seguinte designação:  

𝑉𝑖 = 𝛽0.𝐷𝐴𝑃𝑖
𝛽1 .𝐻𝑖

𝛽2 . 𝜀𝑖  
 

(1) 

𝑉𝑖 = 𝛽0 + 𝛽1 𝐷𝐴𝑃
2𝐻)𝑖 + 𝜀𝑖  

 
(2) 

 

 Lynch (1995); Berger et al. (2014) realçam que um dos grandes 

problemas na modelagem volumétrica é a estimativa do volume individual das 

árvores com a variável altura, considerada como uma grande fonte de erro e 

custos na avaliação das estimativas no inventário florestal. 

No entanto, Silva e Borders (1993) desenvolveram um modelo 

apresentado na expressão 3 para a estimativa do volume de árvores individuais 

para Pinus taeda L. no Sudeste dos Estados Unidos, considerando o volume 

das secções da primeira tora como variáveis independente, dispensando a 

variável altura. Este modelo desenvolvido por estes autores, estimou o volume 

com uma grande precisão, aproximando a equação de volume local derivado 

do modelo 1.  
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𝑉𝑖 = 𝛽0 + 𝛽𝑖  𝑋𝑖

𝑛

𝑖=1

+ 𝜀𝑖  

 

(3) 

Em que: 

𝑉𝑖 = volume total da árvore 𝑖; 

𝑋𝑖 = volume das secções 1 a 𝑛; 

𝛽0 e 𝛽𝑖 = parâmetros do modelo; 

𝜀𝑖 = erro aleatório da árvore 𝑖. 

 

2.4 ERROS NA MEDIÇÃO DA ALTURA 

 

 Na silvicultura, a altura da árvore é uma variável importante em 

programas de inventário florestal, definida como sendo a distância vertical do 

nível do solo para o ponto mais alto da árvore. Esta variável é um atributo 

fundamental em inventários florestais, que pode ser determinada ou estimada, 

para a estimativa do volume, biomassa, carbono e índice de sítios (MCCOMBS; 

ROBERTS; EVANS, 2003; WEST, 2009).  

 Os erros de medição influem diretamente na precisão da estimativa do 

volume de árvores individuais e consequentemente do povoamento florestal 

(COUTO; BASTOS, 1988). Zhang et al. (2014), salientam que o diâmetro em 

relação à altura, é relativamente fácil de medir, com boa precisão e com 

poucos custos.  

 Devido à dificuldade na sua estimativa em campo utilizando as técnicas 

convencionais, o que tem resultado em erros de medição, vários silvicultores 

têm desenvolvido várias técnicas com abordagem mais econômica, 

classificados por método direto ou expedito e método indireto ou de estimação 

que atendem aos padrões de precisão (ANDERSEN; REUTEBUCH; 

MCGAUGHEY, 2006; BRAGG, 2008; GATZIOLI; FRIED; MONLEON, 2010; 

BRAGG et al., 2011). 
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 De acordo com Larjavaara e Muller-Landau (2013), a maioria dos 

métodos diretos para medir a altura das árvores (até 25 m) envolve a utilização 

de trenas ou vara telescópica que são fiáveis, mas susceptíveis a erros de 

medição, que podem atingir os 10%. Esse método requer dois técnicos de 

campo, porque a altura relativa das partes superiores é dificil de julgar 

diretamente a baixo e é relativamente limitado a pequenas árvores (por 

exemplo, abaixo de 10 m de altura).  

 No entanto Andersen, Reutebuch e Mcgaughey (2006) salientam que 

devido às dificuldades práticas na medição da altura das árvores diretamente, 

os silvicultores recorrem a técnica de medida indireta, usando os ângulos da 

base da árvore (𝜃), do topo da árvore (𝜌) e a distância horizontal (ℎ𝑑) com a 

seguinte fórmula básica da trigonometria, expresso pela Fórmula 4:  

ℎ = ℎ𝑑 tan𝜌 + tan𝜃) 

 

(4) 

 

2.5 REDES NEURAIS ARTIFICIAIS 

2.5.1 Fundamento das redes neurais artificiais 

 

  
Uma rede neural é um sistema computacional constituído por várias 

unidades de processamento, com um funcionamento bastante simples, 

conhecidas como neurônios (KHANNA,1990; HAJEK, 2005; KRIESEL, 2005). 

O comportamento do neurônio artificial utilizado para caracterizar o neurônio 

biológico, é o passo inicial para compreender as redes neurais (VALENÇA, 

2005). 

De acordo com Rumelhart, Hinton e Williams (1986) a primeira proposta 

de uma representação de uma unidade de processamento, para representar o 

neurônio biológico utilizando uma regra de propagação e uma função de 

ativação (Figura 1), foi feita por McCulloch e Pitts em 1943. A emissão de sinal 

por esse neurônio está baseada em um limiar em analogia com a Lei do Tudo 

ou Nada. 
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Figura 1 - Esquema do neurônio de McCullock - Pitts com limiar explícito. 

 

Fonte: Adaptado de Safi e Bouroumi (2013). 

  

 Na estrutura do neurônio de McCulloch e Pitts observa-se: 

a. Um conjunto de entradas que recebem os sinais de entrada do neurônio; 

b. Um conjunto de sinapses cujas intensidades são representadas por pesos 

associados a cada uma delas; 

c. Uma função de ativação que relaciona as entradas e suas sinapses ao 

limiar da função a fim de definir se o neurônio será ativado ao não. 

 

 Considerando que 𝑥1, 𝑥2, 𝑥3, … , 𝑥𝑛,como sendo as variáveis de 

entrada  𝑥𝑗 𝑗 = 1,… , 𝑛) do neurônio de saída 𝑦. A entrada líquida  𝑛𝑒𝑡𝑖   é 

dada pela seguinte regra de propagação, expressa pela Fórmula 5: 

𝑛𝑒𝑡𝑖 =  𝑤𝑖𝑗

𝑛

𝑗=1

𝑥𝑗 − 𝜃 

 

(5) 

 Em que: 𝑤𝑖𝑗 são os pesos sinápticos e 𝜃 é o limiar. 
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2.5.2 Funções de ativação 

 

O papel da função de ativação (Tabela 1) é determinar a forma e a 

intensidade de alteração dos valores transmitidos de um neurônio a outro, 

sendo que cada neurônio possui uma única função de ativação (HAYKIN, 2001; 

BRAGA; CARVALHO; LUDERMIR, 2007).  

 
 
Tabela 1 - Funções de ativação. 

Função de ativação Equação matemática Representação gráfica 

Rampa simétrica 

𝑔 𝑢) =  
𝑎, 𝑠𝑒 𝑢 > 𝑎

𝑢, 𝑠𝑒 − 𝑎 ≤ 𝑢 ≤ 𝑎
−𝑎, 𝑠𝑒 𝑢 < 𝑎

 

 

 

Logística 

 

 

Tangente hiperbólica 

 

 

Gaussiana 

 

 

Linear  

 

Fonte: Özkan e Erbek (2003); Favan (2015). 

 Em que: β = estimativa do parâmetro que determina inclinação da função; u =potencial 
de ativação da função; c = centro da função gaussiana; σ = desvio padrão. 
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2.5.3 Rede Multilayer Perceptron - MLP 

 

 

Uma Rede MLP consiste de uma camada de entrada, uma ou mais 

camadas ocultas e uma camada de saída. Valença (2010) considera que, a 

rede perceptron de múltiplas camadas (MLP), é uma generalização da rede 

perceptron simples pela adição de pelo menos uma camada intermediária.  

Braga; Carvalho e Ludermir (2007) salientam que as funções de ativação 

dos neurônios devem ser não lineares e a rede MLP com uma camada 

escondida e função de ativação sigmoide pode aproximar qualquer função 

contínua arbitrária. 

A Figura 2 apresenta uma rede MLP com três camadas, onde na 

camada de entrada existem 3 neurônios, na camada escondida 2 neurônios e 

na camada de saída 1 neurônio. O sinal nessa rede se propaga da camada de 

entrada para a camada de saída, portanto, as entradas líquidas (𝑛𝑒𝑡𝑗) dos 

neurônios da camada escondida serão dadas pelas Fórmulas 6 e 7: 

𝑛𝑒𝑡1,2 = 𝑤0,1𝑥0 + 𝑤1,1𝑥1 + 𝑤2,1𝑥2𝑤3,1𝑥3 

 

(6) 

𝑛𝑒𝑡2,2 = 𝑤0,2𝑥0 + 𝑤1,2𝑥1 + 𝑤2,2𝑥2𝑤3,2𝑥3 

 

(7) 

Figura 2 - Estrutura da rede MLP. 

 

Fonte: Valença (2005). 
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Na Figura 2, os neurônios ao receberem as entradas, emitirão um sinal 

para o neurônio da camada seguinte, por meio da função de ativação 𝑓 𝑛𝑒𝑡𝑗). 

Considerando a função de ativação sigmoide, os sinais podem ser calculados 

com as Fórmulas 8 e 9: 

 

(8) 

 

(9) 

Portanto, esses sinais se propagam para a camada seguinte, gerando a 

entrada líquida para os neurônios da próxima camada, nesse caso é a camada 

de saída com um único neurônio. Logo essa entrada líquida (𝑛𝑒𝑡1,3) é 

calculada recorrendo a Fórmula 10: 

 
(10) 

Assim, o sinal do neurônio de saída  𝑦) será dada pela Fórmula 11: 

𝑦 = 𝑓1,3(𝑛𝑒𝑡1,3) =
1

1 + 𝑒−𝑛𝑒𝑡 1,3
 

 

(11) 

O algoritmo tradicionalmente utilizado para o treinamento das redes MLP 

é o back-propagation, um algoritmo com paradigma supervisionado cujo 

treinamento ocorre em duas fases: a fase forward e a fase backward.  

 

2.5.4 Aprendizagem das redes neurais 

 

A propriedade que é de importância primordial para uma rede neural é a 

sua habilidade de aprender a partir de seu ambiente e de melhorar o seu 

desempenho por meio da aprendizagem. Uma rede neural aprende acerca do 

seu ambiente por meio de um processo interativo de ajustes aplicados a seus 

pesos sinápticos e níveis de víeis (SOARES; SILVA, 2011). De acordo com 

Pelli (2013), o processo de treinamento de uma rede neural artificial consiste 

em encontrar valores para os pesos relativos às conexões entre os neurônios, 

que mais aproximem a RNA de obter resultados mais precisos.  
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De acordo com Valença (2010); Principe, Euliano e Lefebvre (1999) as 

redes neurais artificiais, possuem alguma forma de regra de aprendizagem que 

são responsáveis pela modificação dos pesos sinápticos, em função dos 

exemplos de entrada que são repetidamente apresentados. Assim, o 

treinamento das RNAs pode ser realizado por meio do aprendizado 

supervisionado ou do aprendizado não supervisionado. 

 

 

2.5.4.1 Aprendizado supervisionado 

 

 Aprendizagem supervisionada, que é também denominada 

“aprendizagem com um professor”, é um método desenvolvido pela 

disponibilização de um professor que verifique os desvios da rede a um 

determinado conjunto de dados de entrada (SOARES; SILVA, 2011). Em 

termos conceituais, o professor é considerado como tendo conhecimento sobre 

o ambiente, sendo representado por um conjunto de exemplos de entrada-

saída, como ilustrado na Figura 3. 

 
Figura 3 - Diagrama da aprendizagem supervisionada. 

 
Fonte: Adaptado de Haykin (2001). 
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2.5.4.2 Aprendizado não supervisionado 

 

De acordo com Braga, Carvalho e Ludermir (2007), no aprendizado não 

supervisionado (Figura 4) não há a presença de um supervisor, apenas os 

padrões de entrada são passados para rede, sem saber qual a saída desejada 

para cada um deles. Os pesos da rede são modificados em função de critérios 

internos, tais como, por exemplo, a repetição de padrões de ativação em 

paralelo de vários neurônios. 

 

Figura 4 - Diagrama da aprendizagem não supervisionada. 

 
 
Fonte: Binoti (2010). 

 

 

2.5.5 Vantagens e desvantagens da utilização das RNA 

 
 
 
 Em comparação com os modelos estatísticos, as redes neurais artificiais 

(RNAs) representam uma abordagem relativamente nova para o 

desenvolvimento de modelos preditivos (BLACKARD; DEAN, 1999). De acordo 

com Wu (2014) devido à sua flexibilidade e adaptabilidade, as redes neurais 

artificiais (RNAs) constituem uma abordagem alternativa e válida para a 

modelagem de ecossistemas biológicos dinâmicos de longa duração não 

lineares e complexos, como as florestas.  

 No entanto, elas tornaram-se muito populares por poderem aprender 

padrões e tendências complexas dos dados e também por serem ligeiramente 

afetados por problemas de qualidade de dados, como viés. Embora que existe 

uma grande popularidade da aplicação das redes neurais artificiais, elas 

apresentam vantagem assim como desvantagem na sua aplicação (Quadro 1). 
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Quadro 1- Vantagens e desvantagens das RNA. 

Vantagens Desvantagens 

Os modelos das redes neurais requerem 
menos pressupostos estatísticos para 
modelar. 

As redes neurais são uma "caixa preta" e 
têm capacidade limitada de identificar 
explicitamente possíveis relações causais. 

Modelos de redes neurais podem detetar 
implicitamente relações não lineares 
complexas entre variáveis independentes 
e dependentes. 

 
O tamanho da amostra tem que ser 
grande. 

Modelos de redes neurais têm a 
capacidade de detectar todas as 
possíveis interacções entre as variáveis 
preditoras. 

Modelagem da rede neural exige mais 
recursos computacionais. 

As redes neurais podem ser 
desenvolvidas usando vários algoritmos 
de treinamento diferentes. 

Modelos de redes neurais são propensas 
a overfitting. 

As transformações das variáveis são 
automatizadas no processo 
computacional. 

O modelo da rede neural desenvolvido é 
empírico, e muitas questões 
metodológicas continuam por resolver. 

Fonte: Tu (1996). 

 
 
 

2.5.6 Aplicação das redes neurais no manejo florestal 

 

 
 A aplicação das redes neurais artificiais no manejo florestal começou 

com o desenvolvimento de sistemas inteligentes para a resolução de 

problemas e tomada de decisão para a maximização da produção (PENG; 

WEN, 1999).  

 Segundo Shao e Reynolds (2006), Higgins (2011), Soares (2012), Favan 

(2015), nos últimos tempos tem se notado um grande avanço na utilização das 

redes neurais, considerada como alternativa a modelagem de fenômenos não 

lineares  e complexos na ciência florestal, sido aplicados dentro uma variedade 

de áreas no contexto de manejo florestal.  

 Um dos avanços de sucesso é a aplicação das redes neurais artificiais 

na modelagem do crescimento e dinâmica da floresta, com intuito de prever a 

prognose e avaliar a composição, estrutura e função do ecossistema (PENG; 

WEN, 1999; CASTRO et al., 2013).  No entanto, as redes neurais artificiais 

também tem sido aplicadas com grande expressidade na estimativa de volume 

(GORGENS et al. 2009; WU, 2014; BHERING et al. 2015; BINOTI et al., 2015). 
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3 MATERIAL E MÉTODOS 

3.1 ÁREA DE ESTUDO 

 

 O projeto foi desenvolvido na Estação Experimental do Instituto 

Agronômico de Pernambuco (IPA), localizada na região do Araripe, no 

Município de Araripina, no semi-árido de Pernambuco, com coordenadas 

geográficas de posição 07º29’00’ S e 5 40º36’00’ W e uma altitude de 831 m, 

com solos do tipo (LA 19), definido como Latossolo Amarelo + Latossolo 

Vermelho - Amarelo (LIMA FILHO et al., 2012).  

 O clima regional predominante é do tipo BShw´ de Koppen, quente e 

seco das baixas latitudes, com chuvas de verão, com uma precipitação média 

anual é de 650 mm, concentrada entre os meses de dezembro a março 

representando mais de 80% do total anual, o que provoca deficiências hídricas 

que se acumulam a partir do mês de maio até o mês de outubro, quando esta é 

mínima, sendo atenuada nos meses de fevereiro a abril nos quais ocorre um 

pequeno excesso (ARAÚJO, 2004). 

 

3.2 CARACTERIZAÇÃO DO EXPERIMENTO  

 
 
 O experimento foi implantado em março de 2002, num espaçamento de 

3m x 2m, em uma área de 2,352ha, contendo 15 clones, entre híbridos e 

espécies de Eucalyptus spp., provenientes da Comercial Agrícola Paineras 

Ltda localizada no município de Urbano Santos, no Estado Maranhão (Quadro 

2). 

 Os dados utilizados são provenientes da segunda rotação do 

povoamento, coletados no ano de 2015, no sistema de talhadia conduzido com 

dois fustes, com uma idade de 5,5 anos. O corte da primeira rotação do 

experimento foi realizado em 2009, com uma idade de 7,5 anos, cortado a uma 

altura de 15 cm acima do solo. 

 As parcelas experimentais foram de 14x21m, com uma área total de 

294m², constituída por 49 árvores por parcela e 25 árvores na parte útil.  



32 
 

Quadro 2 - Clones de Eucalyptus spp. utilizados no estudo para modelar o 
volume individual do fuste. 

Tratamento Clone Híbridos 

T01 C49 Eucalyptus tereticornis (cruzamento natural) 

T02 C80 E. urophylla x E. tereticornis* (polinização controlada) 

T03 C315 E. urophylla x E. Tereticornis* (polinização controlada) 

T04 C101 E. urophylla x E. tereticornis* (polinização controlada) 

T05 C78 E. urophylla x E. tereticornis* (polinização controlada) 

T06 C156 E. urophylla x E. tereticornis x E. pellita (polinização controlada) 

T07 C39 E. urophylla (cruzamento natural) 

T08 C27 E. brassiana (cruzamento natural) 

T09 C51 E. urophylla x E. tereticornis* (polinização controlada) 

T10 C158 E. urophylla x E. tereticornis* (polinização controlada) 

T11 C41 E. urophylla (cruzamento natural) 

T12 C31 E. brassiana (cruzamento natural) 

T13 C25 E. brassiana (cruzamento natural) 

T14 C33 E. urophylla (cruzamento natural) 

T15 C11 E. brassiana (cruzamento natural) 

 Observação: *As mudas dos clones C80, C315, C101, C78, C51, C158 foram 
produzidos com material genético de procedência da região de Laura, Queesland, Austrália. 

  

3.3 CUBAGEM RIGOROSA 

 

 Foram derrubadas e seccionadas 2199 árvores, sendo mensuradas as 

alturas totais, altura do fuste e as circunferências, nas posições a 0,30; 0,50; 

0,70; 0,90 1,10; 1,30; 1,50; 1,70; 2,30m; quando maior que 2,30m foi 

mensurada de 1,00 a 1,00 m até a altura total. 

 Devido à facilidade dos cálculos e rapidez na medição das pequenas 

secções, a fórmula geral de Smalian foi empregada, para calcular o volume das 

secções, utilizando a Fórmula 12 (CAMPOS; LEITE, 2013): 

 

𝑣𝑖 =
𝑔1 + 𝑔2

2
. 𝑙 

 

(12) 

O volume total de cada indivíduo foi obtido pela somatória do volume das 

secções 𝑣𝑖 usando a Fórmula 13. 
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𝑉𝑖 =  𝑣𝑖

𝑛

𝑖=1

+
1

3
.𝑔. 𝑙 

 
 

(13) 

 Em que: 
 

𝑣𝑖 = volume da secção 𝑖 (m3) 
𝑉𝑖 = volume da árvore 𝑖 (m3); 
𝑔1 = área transversal na base da secção 𝑖 da tora (m2); 

𝑔2 = área transversal no topo da secção 𝑖 (m2); 
𝑙 = comprimento da seção (m); 

𝑖 = número das secções da tora (𝑖 = 1, 2, 3,..., n). 
 

3.4 MODELAGEM DO VOLUME 

 

 A modelagem do volume foi realizada considerando o resultado do teste 

de Scott-Knott (Tabela 2) realizado por Fontenele (2016), na qual resultou em 3 

grupos de volume, em que no grupo A têm-se os clones C39 e C101; no grupo 

B os clones C41, C158, C80, C78, C51 e no grupo C os clones C27, C315, 

C156, C33, C11, C49, C25, C31. Também foi realizado o ajuste por espécie e 

para todas as espécies em conjunto. 

  

Tabela 2 - Resultados do teste de Scott-Knott para o volume e incremento 
médio anual (IMA) dos 15 clones de Eucalyptus spp. aos 5,5 anos. 

Tratamento Descrição Volume (m³/ha) 

IMA 

(m3/ha) 

7 C39 E. urophylla (cruzamento natural) 72,99 a 
13,03 a 

4 C101  E. urophylla x E. tereticornis (polinização controlada) 70,85 a 
12,65 a 

11 C41 E. urophylla (cruzamento natural) 57,68 b 
10,30 a 

10 C158 E. urophylla x E. tereticornis (polinização controlada) 56,23 b 
10,04 a 

2 C80 E. urophylla x E. tereticornis (polinização controlada) 51,37 b 
9,17 a 

5 C78 E. urophylla x E. tereticornis (polinização controlada) 45,32 b 
8,09 a 

9 C51 E. urophylla x E. tereticornis (polinização controlada) 46,09 b 
8,23 a 

8 C27 E. brassiana (cruzamento natural) 39,08 c 
6,98 a 

3 C315 E. urophylla x E. tereticornis (polinização controlada) 37,52 c 
6,70 a 

6 C156 E. urophylla x E. tereticornis x E. pellita (polinização controlada) 34,96 c 
6,24 b 

14 C33 E. urophylla (cruzamento natural) 29,05 c 
5,18 b 

15 C49 E. brassiana (cruzamento natural) 26,56 c 
4,74 b 

1 C49 Eucalyptus tereticornis (cruzamento natural) 23,01 c 
4,10 b 

13 C25 E. brassiana (cruzamento natural) 27,16 c 
4,85 b 

12 C31 E. brassiana (cruzamento natural) 14,49 c 
2,58 c 
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3.4.1 Redes neurais artificiais 

 

 Para a estimativa do volume, foi utilizada a rede neural MLP (Multilayer 

Perceptron), em que foram treinadas 100 redes neurais de forma 

supervisionada, empregando o algoritmo de retropropagação do erro 

(backpropagation).  

 Ao modelar a rede, a análise foi concentrada nas etapas que incluem 

divisão dos dados, normalização dos dados, seleção das variáveis de entradas 

e saídas do modelo, melhor arquitetura da rede, o treinamento (critérios de 

parada, parâmetros, valores iniciais dos pesos) e a verificação do desempenho 

da rede.  

 O treinamento das RNAs foi realizado em duas etapas. A primeira etapa 

consistiu em fazer a análise de sensibilidade das variáveis de entrada e a 

segunda foi o treinamento com as variáveis selecionadas na análise de 

sensibilidade.  

 

3.4.1.1 Divisão dos dados 

 O conjunto dos dados foi dividido em três subconjuntos independentes, 

um conjunto para ajustar os pesos durante o treinamento (50% da amostra), 

um conjunto para a validação cruzada (25% da amostra) e um conjunto para a 

verificação do desempenho do modelo (25% da amostra). 

 

3.4.1.2 Normalização dos dados 

 Para que as variáveis em intervalos diferentes tivessem a mesma 

atenção durante o treinamento, de tal maneira que os seus valores fossem 

proporcionais aos limites das funções de ativação usadas na camada de saída, 

os dados foram normalizados no intervalo [0 1], utilizando a expressão 14. 

𝑦 =
 𝑏 − 𝑎) 𝑥𝑖 − 𝑥𝑚𝑖𝑛 )

 𝑥𝑚𝑎𝑥 − 𝑥𝑚𝑖𝑛 )
+ 𝑎 

 

(14) 
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 Em que: 

𝑦 = valor normalizado; 

𝑥𝑖 = valor original; 

𝑥𝑚𝑖𝑛 = valor mínimo da variável; 

𝑥𝑚𝑎𝑥= valor máximo da variável; 

𝑏 = limite superior da normalização; 

𝑎 = limite inferior da normalização. 

 

3.4.1.3 Seleção das variáveis de entrada 

 

 Para avaliar o desempenho das redes neurais artificiais em modelar o 

volume foram consideradas duas alternativas das variáveis de entrada. A 

primeira considerou-se as variáveis comumente utilizadas, 𝐷𝐴𝑃 e 𝐻 e a 

segunda o volume das secções da tora.  

 No entanto, como se tinha 28 secções, foi necessário aplicar a técnica 

de análise de sensibilidade (determinação da importância ou combinações das 

variáveis) para selecionar as variáveis de entrada, verificando a medida de 

quanto o valor predito da rede neural muda para os diferentes valores da 

variável independente e como critério de seleção, considerou-se a análise de 

sensibilidade de 80% (Apêndice). 

 

3.4.1.4 Arquitetura da rede 

 A quantidade de neurônios necessários na camada intermediária foi 

obtida através da fórmula de Baum-Haussler, relacionando o número de 

neurônios ocultos com o tamanho da rede e o erro permitido, de acordo com a 

expressão 15.  

𝑁ℎ𝑖𝑑 ≤
𝑁𝜀𝑡𝑟𝑎𝑖𝑛

𝑁𝑖𝑛𝑝 + 𝑁𝑜𝑢𝑡
 

 

(15) 
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 Em que: 

𝑁ℎ𝑖𝑑 = número de neurônios na camada intermediária; 

𝑁 = número de exemplos utilizados para o treinamento; 

𝑁𝑖𝑛𝑝 = número de neurônios na camada de entrada; 

𝑁𝑜𝑢𝑡 = número de neurônios na camada de saída; 

𝑁𝜀𝑡𝑟𝑎𝑖𝑛 = erro tolerado no treinamento. 

 

3.4.1.5 Treinamento da rede 

O número máximo de ciclos ou a fixação de um erro mínimo para o 

conjunto de treinamento são critérios de parada que têm sido utilizados em 

diversos estudos. Portanto, neste estudo foi considerado como critério de 

parada do treinamento da rede a validação cruzada, que consistiu em utilizar o 

conjunto de dados de 25% da amostra. Para o treinamento das RNAs utilizou-

se o software livre NeuroForest 3.2 disponível em (http://neuroforest.ucoz.com). 

 

3.4.2 Modelos volumétricos 

 

Para a modelagem volumétrica, foram considerados 4 modelos 

volumétricos, dos quais 1 não linear e 3 lineares (Tabela 3). 

 

Tabela 3 - Modelos volumétricos testados para estimar o volume dos clones de 
Eucalyptus spp. 

Número Modelo Autor 

1 𝑉𝑖 = 𝛽0 + 𝛽1 𝐷𝐴𝑃
2𝐻)𝑖 + 𝜀𝑖  

 
Spurr 

2 𝑉𝑖 = 𝛽0.𝐷𝐴𝑃𝑖
𝛽1 .𝐻𝑖

𝛽2 . 𝜀𝑖  
 

Schumacher 
e Hall 

3 𝑉𝑖 = 𝛽0 + 𝛽1𝐷𝐴𝑃
2
𝑖 + 𝛽2𝐻𝑖 + 𝛽3𝐷𝐴𝑃

2𝐻𝑖 + 𝜀𝑖 

 

Stoate 

4 𝑉𝑖 = 𝛽0 + 𝛽1𝑉𝑆𝑖+. . . +𝛽𝑛𝑉𝑆𝑛 + 𝜀𝑖 

 

Silva e 
Borders 

 Em que: Vi= volume por árvore; DAP = diâmetro à altura do peito; Hi = altura da árvore 

i; VSi = volume das secções (1-28); βi = parâmetro do modelo; εi = erro aleatório, sendo 

ε~N 0, σ²). 

http://neuroforest.ucoz.com/
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No modelo de Silva e Borders, considerou-se 28 combinações de 

volume das secções da primeira tora (Tabela 4). Portanto, por este modelo ter 

muitas variáveis independentes, foi modificado, aplicando o Stepwise para 

selecionar quais variáveis mais influenciam o conjunto de saída, diminuindo 

assim o número de variáveis a compor a equação de regressão final.  

No processo de stepwise, a primeira variável inserida no modelo de 

regressão foi a que apresentou um maior coeficiente de correlação simples 

com a variável dependente. O ajuste dos modelos e o stepwise foram 

realizados com o software R (2016). Para a seleção das variáveis foi utilizado o 

teste F em nível de p < 0,01. 

Tabela 4 - Combinações das seções da primeira tora utilizadas para modelar o 
volume de clones de Eucalyptus spp. aos 5,5 anos de idade, no Polo 
Gesseiro do Araripe em Pernambuco. 

Número da Secção Intervalo das secções (m) Comprimento da secção (m) 

1 0,30-0,50 0,20 
2 0,30-0,70 0,40 
3 0,30-0,90 0,60 
4 0,30-1,10 0,80 
5 0,30-1,30 1,00 
6 0,30-1,50 1,20 
7 0,30-1,70 1,40 
8 0,50-0,70 0,20 
9 0,50-0,90 0,40 

10 0,50-1,10 0,60 
11 0,50-1,30 0,80 
12 0,50-1,50 1,00 
13 0,50-1,70 1,20 
14 0,70-0,90 0,20 
15 0,70-1,10 0,40 
16 0,70-1,30 0,60 
17 0,70-1,50 0,80 
18 0,70-1,70 1,00 
19 0,90-1,10 0,20 
20 0,90-1,30 0,40 
21 0,90-1,50 0,60 
22 0,90-1,70 0,80 
23 1,10-1,30 0,20 
24 1,10-1,50 0,40 
25 1,10-1,70 0,60 
26 1,30-1,50 0,20 
27 1,30-1,70 0,40 
28 1,50-1,70 0,20 
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3.5 AVALIAÇÃO DA QUALIDADE DOS AJUSTES 

 

 Entre os critérios estatísticos comumente utilizados, a avaliação da 

qualidade dos ajustamentos das redes neurais e dos modelos volumétricos, foi 

realizada com base no índice de ajuste corrigido, erro quadrático médio e pela 

análise gráfica dos resíduos. Esses critérios estatísticos foram obtidos pelas 

Expressões 16, 17, 18. 

 

    a) Índice de ajuste ajustado de Schlaegel (AKINDELE; LEMAY, 2006) 

𝐼𝐴𝑎𝑗 = 𝐼𝐴 −  1 − 𝐼𝐴).  
𝑛 − 1

𝑛 − 𝑝
  

 

(16) 

𝐼𝐴 = 1 −
𝑆𝑄𝑟𝑒𝑠

𝑆𝑄𝑡𝑜𝑡𝑎𝑙
 

 

b) Raiz quadrada do erro quadrático médio (RQEM) 

𝑅𝑄𝐸𝑀(%) =
100

𝑌 
 
 (𝑌𝑖 − 𝑌 𝑖)²𝑛
𝑖=1

𝑛
 

 

(17) 

 c) Análise gráfica dos resíduos 

 

𝐸𝑖 =  
𝑌𝑖 − 𝑌 𝑖
𝑌𝑖

 . 100 

 

(18) 

Em que: 

𝑌 𝑖= valor estimado; 

 = valor observado; 

 = média dos valores observados e; 

 número de observações;  

𝑝 = número de variáveis independentes o modelo; 

𝐼𝐴𝑎𝑗= Índice de ajuste ajustado;  

𝐼𝐴 = índice de ajuste. 
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4 RESULTADOS E DISCUSSÃO 

4.1 ESTATÍSTICA DESCRITIVA DAS VARIÁVEIS  

 

 Na Tabela 5 estão apresentadas as estatísticas das variáveis analisadas 

para estimar o volume individual de clones de Eucalyptus spp. Nota-se que não 

existe uma grande diferença das variáveis 𝐷𝐴𝑃 e 𝐻𝑡 em relação à média, 

desvio padrão e variância para os clones Eucalyptus urophylla, Eucalyptus 

brassiana, Eucalyptus urophylla x Eucalyptus tereticornis e Eucalyptus 

tereticornis. 

 

Tabela 5 – Estatísticas descritivas das variáveis amostradas. 

Clones Variáveis Mínimo Máximo Média 
Desvio 
padrão Variância 

 

𝐷𝐴𝑃 1,60 12,50 6,31 2,32 5,40 
E. urophylla 𝐻𝑡 

2,96 16,70 9,21 2,76 7,63 

 
𝐷𝐴𝑃 1,60 11,10 5,79 1,93 3,71 

E. brassiana 𝐻𝑡 2,70 12,80 8,22 2,08 4,32 

 
𝐷𝐴𝑃 1,50 10,90 6,04 1,69 2,86 

E. urophylla x E. 
tereticornis 𝐻𝑡 

2,20 15,48 9,40 2,17 4,71 

 
𝐷𝐴𝑃 1,30 9,10 5,18 1,73 2,98 

Eucalyptus tereticornis 𝐻𝑡 2,45 12,10 7,17 2,13 4,52 

 Em que 𝐷𝐴𝑃 = Diâmetro medido a 1,3m de altura, 𝐻𝑡 = altura total. 

 

4.2 REDES NEURAIS ARTIFICIAIS 

 

 Antes de se modelar a rede neural considerando as 28 combinações do 

volume das secções, foi necessário verificar a medida de quanto o valor predito 

da rede neural muda para os diferentes valores da variável independente 

(Apêndice) com o objetivo de selecionar as variáveis independentes que fariam 

parte da rede neural considerando o volume das secções. As redes neurais 

foram modeladas considerando todas as árvores, por clone e por grupo de 

clone resultante do teste de médias de Skott-Knott. 
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 Os resultados apresentados (Tabelas 6, 7 e 8) pretendem avaliar as 

estatísticas obtidas, considerando duas formas de entrada das variáveis 

independentes na rede neural artificial para estimar o volume.    

 

Tabela 6 – Estrutura e estatística das redes neurais artificias ao modelar todas 
as árvores de clones de Eucalyptus spp., aos 5,5 anos de idade, no 
Polo Gesseiro do Araripe em Pernambuco. 

      
  Função de ativação 

Rede 
Variáveis de 

entrada Arquitetura 𝑰𝑨𝒂𝒋 

𝑹𝑸𝑬𝑴 
(%) 

Trein. 
𝑹𝑸𝑬𝑴 

(%) Teste 
Camada 
oculta Saída 

MLP 𝐷𝐴𝑃 𝑒 𝐻 2-8-1 0,981 0,794 0,850 Exponencial Tanh 

MLP 𝑉𝑆 (16, 24 e 15) 3-6-1 0,996 0,216 0,221 Logística Identidade 

 Em que: DAP = diâmetro a altura do peito; H = altura total da árvore;  
𝐼𝐴𝑎𝑗= índice de ajuste ajustado; 𝑅𝑄𝐸𝑀 = raiz quadrada do erro médio; MLP = multilayer 

perceptron; 𝑉𝑆 = volume das secções 16, 24 e 15; Trein. = Treinamento.  

 

  

Tabela 7 – Estrutura e estatística das redes neurais artificias ao modelar os 
clones de Eucalyptus spp. aos 5,5 anos de idade, no Polo Gesseiro 
do Araripe em Pernambuco. 

 

      
      Função de ativação 

Clones 
Rede 

Variáveis de 
entrada Arquitetura 𝑰𝑨𝒂𝒋 

𝑹𝑸𝑬𝑴 (%) 
Trein. 

𝑹𝑸𝑬𝑴 (%) 
Teste 

Camada 
oculta Saída 

Eucalyptus 
urophylla MLP 𝐷𝐴𝑃 𝑒 𝐻  2-9-1 

0,967 0,674 0,726 Exponencial Logística 

 MLP 𝑉𝑆 (11)  1-7-1 0,996 0,218 0,222 Logística Identidade 

Eucalyptus 
brassiana MLP 𝐷𝐴𝑃 𝑒 𝐻  2-6-1 

0,994 0,405 0,447 Logística Identidade 

 MLP 𝑉𝑆  6 𝑒 21)  2-7-1 0,998 0,258 0,265 Logística Identidade 

E. u x E. t MLP 𝐷𝐴𝑃 𝑒 𝐻  2-8-1 0,989 0,412 0,415 Tanh Exponencial 

 MLP 𝑉𝑆  28, 4 𝑒 21)  3-9-1 0,992 0,524 0,549 Tanh Tanh 

Eucalyptus 
tereticornis MLP 𝐷𝐴𝑃 𝑒 𝐻  2-3-1 

0,990 0,208 0,223 Logistica Identity 

 MLP 𝑉𝑆  27)  1-5-1 0,991 0,195 0,213 Tanh Tanh 

 Em que: 𝐷𝐴𝑃 = diâmetro a altura do peito; 𝐻 = altura total da árvore;  
𝐼𝐴𝑎𝑗 = índice de ajuste ajustado; 𝑅𝑄𝐸𝑀 = raiz quadrada do erro médio; MLP = multilayer 

perceptron; 𝑉𝑆 = volume das secções 11; Trein. = Treinamento; E. u x E. t = Eucalyptus 
urophylla x Eucalyptus tereticornis; Tanh = tangente hiperbólica. 
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Tabela 8 - Estrutura e estatística das redes neurais artificias ao modelar o 
grupo de clones de Eucalyptus spp. formado pelo Skott-Knott aos 
5,5 anos de idade, no Polo Gesseiro do Araripe em Pernambuco. 

 

    

 

  
Função de ativação 

Grupos 

Rede 
Variáveis de 

entrada Arquitetura 𝑰𝑨𝒂𝒋 

 𝑹𝑸𝑬𝑴 
(%) 

Trein. 

𝑹𝑸𝑬𝑴 
(%) 

Teste 
Camada 
oculta Saída 

 

MLP 𝐷𝐴𝑃 e 𝐻 
2-4-1 0,983 

 
0,294 0,346 Tanh Tanh 

A 

MLP 𝑉𝑆 (17, 27 e 14) 
3-10-1 0,984 

 
0,284 0,334 Identidade Identidade 

 

MLP 𝐷𝐴𝑃 𝑒 𝐻 
2-5-1 0,996 

 
0,191 0,192 Exponencial Identidade 

B 
MLP 𝑉𝑆  25, 26, 19) 

3-6-1 0,998 
 

0,202 0,213 Tanh Tanh 

 

MLP 𝐷𝐴𝑃 𝑒 𝐻 
2-7-1 0,990 

 
0,623 0,306 Logística Identidade 

C 
MLP 𝑉𝑆  17, 2, 15, 23 𝑒 24) 

5-11-1 0,992 
 

0,619 0,293 Identidade Identidade 

 Em que: 𝐷𝐴𝑃 = diâmetro a altura do peito; 𝐻 = altura total da árvore;  𝐼𝐴𝑎𝑗 = índice 

de ajuste ajustado; 𝑅𝑄𝐸𝑀 = raiz quadrada do erro médio; MLP = multilayer perceptron; 𝑉𝑆 = 
volume das secções 17, 27 e 14; Trein. = Treinamento; Tanh= tangente hiperbólica. 

 

 De um modo geral as arquiteturas das redes, considerado como 

variáveis de entrada os volumes das secções e considerando o 𝐷𝐴𝑃 e a altura, 

apresentaram um bom desempenho do índice de ajuste e raiz quadrada do 

erro médio. 

 Os baixos valores da 𝑅𝑄𝐸𝑀 obtidos ao modelar a rede neural para 

estimativa de volume, para todas as árvores, por clone e por grupo de clone 

pode ser justificada por os indivíduos pertencerem a mesma classe de idade, 

típico de florestas equiâneas e mesmo material genético.   

 Esses resultados corroboram com os resultados apresentados por 

Miguel et al. (2016) em que pretendia utilizar ferramentas de inteligência 

artificial na previsão do volume de árvores dentro de um povoamento florestal, 

obteve um 𝑅𝑄𝐸𝑀 variando de 1.75 a 2.22%.  

 No estudo realizado por Soares et al. (2012) em que pretendia estudar 

a previsão recursiva de diâmetros para estimar o volume comercial de clones 

de Eucalyptus spp., sem o conhecimento prévio da altura total da árvore 
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utilizando redes neurais artificiais, obteve um 𝑅𝑄𝐸𝑀 baixo, variando de 0,41 a 

1,30%.  

 Silva (2015), no estudo sobre o emprego de redes neurais artificiais 

com skip-layer connections na mensuração florestal, obteve um 𝑅𝑄𝐸𝑀 de 

4,27%. Binoti; Binoti e Leite (2014), ao avaliarem diferentes configurações do 

treinamento de Redes Neurais Artificiais (RNA) para a estimação do volume de 

árvores, teve um 𝑅𝑄𝐸𝑀 de 7,28%.  

 Diante disso, os resultados obtidos evidenciam que o uso da rede 

neural artificial para a estimativa do volume, não depende apenas do melhor 

desempenho estatístico, mas de sua praticidade e simplicidade na obtenção 

das variáveis de entrada. Em vários estudos em que se pretendem estimar o 

volume da árvore utilizando as redes neurais artificias, tem sido utilizado na sua 

maioria como variáveis de entrada o 𝐷𝐴𝑃 e a 𝐻.  

 Por exemplo, Araújo (2015), no estudo da modelagem da altura, volume 

e afilamento do fuste de Calycophyllum spruceanum Benth. empregando 

regressão e redes neurais artificiais utilizou como variáveis contínuas de 

entrada (inputs)  , altura total e idade. 

 Diamantopoulou (2005a), na estimativa do volume total utilizando redes 

neurais, considerou como variáveis de entrada o e a altura.  

 Wu (2014) na estimativa de volume utilizando a rede neural artificial 

utilizou como variáveis de entrada  e altura. 

 Binoti et al. (2014) ao utilizarem as redes neurais artificiais para 

estimação do volume de árvores, consideraram como variáveis de entrada 

a 𝐻 e os diâmetros nas posições de 0,0; 0,5; 1,0; 1,5; 2,0; e 4,0 m.  

 Gorgens et al. (2009) na estimativa do volume de árvores utilizando 

redes neurais artificiais, as variáveis de entrada foram o , a altura e o local. 
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 Portanto, embora que as duas formas de entrada das variáveis 

independentes propiciaram estatísticas satisfatórias no que tange ao índice de 

ajuste ajustado e raiz quadrada do erro médio, em termos de erros associados 

a medição de altura, tanto do operador, como do aparelho de medição, as 

variáveis de entrada da rede neural artificial considerando o volume das 

secções é o recomendado por não necessitar a estimativa da variável altura, 

considerado uma variável de difícil obtenção. 

 As Figuras 5, 6, 7 apresentam a distribuição gráfica dos resíduos, com 

um comportamento distinto e semelhante para cada arquitetura da rede neural 

analisado, para todas as árvores, por clone e por grupo de clone. 

  

Figura 5 – Gráfico de distribuição de resíduos em relação ao volume predito 
para todas as árvores aos 5,5 anos de idade, no Polo Gesseiro do Araripe em 
Pernambuco. 

 

  
 

 

 

 

 

 

 

 

 

 

-50

-30

-10

10

30

50

0,00 0,05 0,10Er
ro

 (
%

)

Volume predito (m³)

MLP 2-8-1

-50

-30

-10

10

30

50

0,00 0,02 0,04 0,06 0,08 0,10Er
ro

 (
%

)

Volume predito (m³)

MLP 3-6-1



44 
 

Figura 6 – Gráfico de distribuição de resíduos em relação ao volume predito 
para clones de Eucalyptus spp. aos 5,5 anos de idade, no Polo 
Gesseiro do Araripe em Pernambuco. 
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Figura 7 – Gráfico de distribuição de resíduos em relação ao volume predito 
para o grupo de clones de Eucalyptus spp. com 5,5 anos de idade, 
no Polo Gesseiro do Araripe em Pernambuco. 

 

 

 

 

 

 

 

 

 Na Figura 5, o gráfico de distribuição de resíduos para a modelagem 

com todas as árvores, a arquitetura MLP 2-8-1 teve uma ligeira tendência de 

superestimativa e subestimativa do resíduo para valores maiores e menores do 

volume predito. A arquitetura MLP 3-6-1 os resíduos se distribuíram de forma 

aleatória em torno de zero, sem muita tendenciosidade. 

 O gráfico de distribuição de resíduos em relação ao volume predito 

para Eucalyptus urophylla, a arquitetura MLP 2-9-1, apresentou subestimativa 

dos volumes maiores, no entanto, a arquitetura MLP 2-7-1, a distribuição de 

resíduo foi sem tendenciosidade (Figura 6). 
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 A distribuição de resíduos em relação ao volume predito para 

Eucalyptus brassiana, a arquitetura MLP 2-6-1 a distribuição de resíduo teve a 

tendência de superestimar os valores menores do volume real. A distribuição 

de resíduo para a arquitetura MLP 2-7-1 se comportou de forma satisfatória, 

seguindo um padrão de distribuição, ou seja, a condição de independência é 

satisfeita (Figura 6). 

 O gráfico de distribuição de resíduos em relação ao volume predito 

para Eucalyptus urophylla x Eucalyptus tereticornis a arquitetura MLP 2-8-1 

teve uma ligeira tendência de superestimativa dos menores valores do volume 

real. No entanto, a arquitetura MLP 3-9-1 apresentou uma distribuição aleatória 

do resíduo (Figura 6). 

 O gráfico de distribuição de resíduos em relação ao volume predito 

para Eucalyptus tereticornis a arquitetura MLP 2-3-1 teve uma tendência de 

superestimar valores menores de volume e a arquitetura MLP 1-5-1 teve a 

tendência de subestimar (Figura 6). 

 O gráfico de distribuição de resíduos em relação ao volume predito 

para o grupo A, as arquiteturas MLP 2-4-1 e MLP 3-10-1 em relação a 

distribuição de resíduos tiveram um comportamento não satisfatório, 

caracterizado por superestimar e subestimar o volume real (Figura 7). 

 No grupo B, as arquiteturas MLP 2-5-1 e MLP 3-6-1 tiveram 

comportamento semelhante, com uma distribuição uniforme do resíduo sem 

grandes tendências ao estimar o volume predito (Figura 7). 

 O gráfico de distribuição de resíduos em relação ao volume predito 

para o grupo C às arquiteturas MLP 2-7-1 e MLP 5-11-1, tiveram um bom 

ajuste da distribuição dos resíduos (Figura 7). 
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4.3 MODELAGEM VOLUMÉTRICA 

 

 Os resultados obtidos após o processo de stepwise para a seleção das 

variáveis independentes no modelo contendo as 28 combinações do volume 

das secções, eliminando aquelas cujas contribuições não foram significativas e 

as estatísticas dos modelos de Spurr, Schumacher-Hall, Stoate e Silva-Borders 

estão apresentados nas Tabelas 9, 10, 11. 

 

Tabela 9- Equações e estatísticas dos modelos volumétricos ao modelar todas 
as árvores de clones de Eucalyptus spp., aos 5,5 anos de idade, no 
Polo Gesseiro do Araripe em Pernambuco. 

Modelos Equações geradas 𝑰𝑨𝒂𝒋 𝑹𝑸𝑬𝑴  %) 

Spurr 
𝑉 𝑖 = 0,00623 + 0,00000403(𝐷𝐴𝑃2𝐻) 

 0,9366 1,31 

Shumache
r-Hall 

𝑉 𝑖 = 0,0006 ∗ 𝐷𝐴𝑃1,9471 ∗ 𝐻0,0478  
 0,9668 1,16 

Stoate 

𝑉 𝑖 = −0,000113 + 0,000536𝐷𝐴𝑃2 + 0,0000921𝐻

+ 1,22709𝐷𝐴𝑃2𝐻 
 0,9410 1,26 

Silva-
Borders 

𝑉 𝑖 = 0,00002 + 4,0959𝐷²0,50 + 0,4115𝐷²0,70 + 11,4955𝐷²0,90

+ 4,1817𝐷²1,10 + 9,7629𝐷²1,30 + 4,9556𝐷²1,50

+ 7,1745𝐷²1,70 

 

0,9482 
1,13 

 

 Em que: 𝐼𝐴𝑎𝑗 = índice de ajuste ajustado; RQEM = raiz quadrada do erro médio; 𝐷𝐴𝑃 

= diâmetro a altura do peito; 𝐻 = altura total da árvore. 
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Tabela 10 - Equações e estatísticas dos modelos volumétricos ao modelar os 
clones de Eucalyptus spp. aos 5,5 anos de idade, no Polo Gesseiro 
do Araripe em Pernambuco. 

Modelos Equações geradas (Eucalyptus urophylla) 𝑰𝑨𝒂𝒋. 𝑹𝑸𝑬𝑴  %) 

Spurr 
𝑉 𝑖 = 0,006804 + 0,000038(𝐷𝐴𝑃2𝐻) 

 0,9429 1,73 

Shumacher-
Hall 

𝑉 𝑖 = 0,000553 ∗ 𝐷𝐴𝑃1,942636 ∗ 𝐻0,057213  
 0,9856 1,03 

Stoate 
𝑉 𝑖 = 0,001207 + 0,000509𝐷𝐴𝑃2 − 0,000048𝐻 + 0,000004𝐷𝐴𝑃²𝐻 

 0,9717 1,51 

Silva-
Borders 

𝑉 𝑖 = 0,0031 + 30,3142(𝐷²1,10 + 𝐷²1,70) − 27,9894(𝐷²0,30 + 𝐷²0,50)

− 24,8904(𝐷²0,90 + 𝐷²1,30)

+ 16,6590(𝐷²0,70 + 𝐷²1,50) 
 

0,9562 1,52 

Modelos Equações geradas (Eucalyptus brassiana) 
𝑰𝑨𝒂𝒋 𝑹𝑸𝑬𝑴  %) 

Spurr 

𝑉 𝑖 = 0,003746 + 0,000051(𝐷𝐴𝑃2𝐻) 

 
 

0,9555 1,41 

Shumacher-
Hall 

𝑉 𝑖 = 0,000547 ∗ 𝐷𝐴𝑃2,000902 ∗ 𝐻0,013909  
 

0,9892 1,21 

Stoate 𝑉 𝑖 = −0,0000385 + 0,000556𝐷𝐴𝑃2 + 0,000007𝐻 + 0,000001𝐷𝐴𝑃2𝐻 
 

0,9785 1,21 

Silva-
Borders 

𝑉 𝑖 = −0,0011 + 23,2074(𝐷²0,70 + 𝐷²1,30) − 30,2022(𝐷²0,30 + 𝐷²1,70)

+ 11,7592(𝐷²0,50 + 𝐷²1,50) − 0,3113(𝐷²0,90 + 𝐷²1,10) 

 

0,9572 1,93 

Modelos Equações geradas (Eucalyptus urophylla x Eucalyptus tereticornis) 
𝑰𝑨𝒂𝒋 𝑹𝑸𝑬𝑴  %) 

Spurr 𝑉 𝑖 = 0,005996 + 0,970738(𝐷𝐴𝑃2𝐻) 
 

0,9339 1,35 

Shumacher-
Hall 

𝑉 𝑖 = 0,000551 ∗ 𝐷𝐴𝑃1,909524 ∗ 𝐻0,086658  
 

0,9896 1,15 

Stoate 𝑉 𝑖 = −0,000830 + 0,000532𝐷𝐴𝑃2 + 0,000203𝐻 + 0,000001𝐷𝐴𝑃2𝐻 
 

0,9795 1,12 

Silva-
Borders 

𝑉 i = −0,00002 + 0,396314D2
0,30 + 0,606799D2

0,70 + 0,339525D2
1,10

+ 0,663588D2
1,50 

 

0,9079 1,07 

 Em que: 𝐼𝐴𝑎𝑗 = índice de ajuste ajustado; RQEM = raiz quadrada do erro médio. 

 

Modelos Equações geradas (Eucalyptus tereticornis) 𝑰𝑨𝒂𝒋 
RQEM 

(%) 

Spurr 
𝑉 𝑖 = 0,005230215 + 0,949549(𝐷𝐴𝑃2𝐻) 

 0,9310 1,75 

Shumacher-
Hall 

𝑉 𝑖 = 0,000594 ∗ 𝐷𝐴𝑃1,941059 ∗ 𝐻0,028433  
 0,9922 1,46 

Stoate 

𝑉 𝑖 = −0,000370554 + 0,975768𝐷𝐴𝑃2 + 0,030413𝐻 − 0,004373𝐷𝐴𝑃2H 
 0,9842 1,63 

Silva-Borders 

𝑉 𝑖 = −0,0156 + 0,58190𝐷2
0,30 + 1,78916𝐷2

0,50 + 0,29085𝐷2
0,70

+ 0,23880𝐷2
1,10 − 1,70904𝐷2

1,30 − 1,07509𝐷2
1,50  

 

0,9009 1,57 
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Tabela 11 - Equações e estatísticas dos modelos volumétricos ao modelar o 
grupo de clones de Eucalyptus spp. formado pelo Skott-Knott aos 
5,5 anos de idade, no Polo Gesseiro do Araripe em Pernambuco. 

Modelos Equações geradas (Grupo A) 𝑰𝑨𝒂𝒋 𝑹𝑸𝑬𝑴  %) 

Spurr 
𝑉 𝑖 = 0,006989041 + 0,000036(𝐷𝐴𝑃2𝐻) 

 0,9536 1,70 

Shumacher-
Hall 

𝑉 𝑖 = 0,000496 ∗ 𝐷𝐴𝑃1,841748 ∗ 𝐻0,183471  
 0,9952 1,07 

Stoate 
𝑉 𝑖 = −0,000860 + 0,000488𝐷𝐴𝑃2 + 0,000261𝐻 + 0,000003𝐷𝐴𝑃2𝐻 

 0,9903 1,32 

Silva-
Borders 

𝑉 𝑖 = 0,000094 + 21,10100(𝐷²0,70 + 𝐷²1,50)

+ 7,09823(𝐷²0,30 + 𝐷²1,70) 

 

0,9274 1,21 

Modelos Equações geradas (Grupo B) 𝑰𝑨𝒂𝒋 𝑹𝑸𝑬𝑴  %) 

Spurr 
𝑉 𝑖 = 0,008735762 + 0,000036(𝐷𝐴𝑃2𝐻) 

 0,9459 1,71 

Shumacher-
Hall 

𝑉 𝑖 = 0,000555 ∗ 𝐷𝐴𝑃1,963628 ∗ 𝐻0,041773  
 0,9969 1,40 

Stoate 
𝑉 𝑖 = −0,0000634 + 0,000548𝐷𝐴𝑃2 + 0,000064𝐻 + 0,000001𝐷𝐴𝑃2𝐻 

 0,9937 1,42 

Silva-
Borders 

𝑉 i = 0,0000239 + 19,09316D²0,70 + 13,58148D²1,10

+ 5,51168D²1,50 + 7,94757(D²0,30 + D²1,70) 
 

0,9500 1,57 

Modelos Equações geradas (Grupo C) 𝑰𝑨𝒂𝒋 𝑹𝑸𝑬𝑴  %) 

Spurr 
𝑉 𝑖 = 0,003377016 + 0,000049(𝐷𝐴𝑃2𝐻) 

 0,9829 1,49 

Shumacher-
Hall 

𝑉 𝑖 = 0,000481 ∗ 𝐷𝐴𝑃1,896185 ∗ 𝐻0,153291  
 0,9975 1,26 

Stoate 
𝑉 𝑖 = −0,000743771 + 0,000495𝐷𝐴𝑃2 + 0,000201𝐻 + 0,000004𝐷𝐴𝑃2𝐻 

 0,9948 1,27 

Silva-
Borders 

𝑉 𝑖 = 0,00000935 + 14,8329𝐷²0,50 + 8,821874𝐷²1,10 + 6,011075𝐷²1,50

+ 4,990720(𝐷²0,30 + 𝐷²1,30) + 7,579853(𝐷²0,90 + 𝐷²1,70) 

 

0,9716 1,30 

 Em que: 𝐼𝐴𝑎𝑗 = índice de ajuste ajustado; RQEM = raiz quadrada do erro médio; 𝐷𝐴𝑃 

= diâmetro a altura do peito; 𝐻 = altura total da árvore. 
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 Os resultados indicam um bom desempenho para todos os modelos em 

termos de índice de ajuste ajustado (𝐼𝐴𝑎𝑗) e raiz quadrada do erro médio 

(𝑅𝑄𝐸𝑀 %), o que estatisticamente evidencia que todos os modelos podem ser 

utilizados para a estimativa do volume individual dos clones de Eucalyptus spp. 

implantados na região do polo Gesseiro do Araripe em Pernambuco.  

 O modelo de Schumacher-Hall e Spurr é frequentemente utilizado no 

desenvolvimento das equações de volume do fuste. A superioridade do modelo 

de Schumacher-Hall foi claramente demonstrada neste estudo. 

  De acordo com Silva et al. (2009) este modelo é difícil de ser superado, 

porque a conformação logarítmica e a combinação das variáveis 

independentes 𝐷𝐴𝑃 e altura lhe confere propriedades estatísticas muito 

favoráveis na estimativa volumétrica. 

 Em relação ao modelo de Spurr de variável combinada 𝐷𝐴𝑃2𝐻 de 

acordo com Bi e Hamilton (1998); Sanquetta et al. (2015a); Huat; Tsai e Chubo 

(2009); Ounekham (2009) esta variável representa o volume de diâmetro 𝐷 e 

altura do fuste 𝐻 e isso faz com que esta esteja diretamente correlacionada 

com o volume.  

 No entanto, vários estudos realizados para a modelagem do volume têm 

relatado a robustez deste modelo para estimar o volume. Azevedo et al. (2011), 

ao aplicar modelos volumétricos para estimativa de volume em povoamentos 

de eucalipto sob regime de alto fuste e talhadia no Sudoeste da Bahia, conclui 

que modelo de Schumacher e Hall e de Spurr são os mais indicados para 

estimar o volume dos povoamentos nas duas condições de manejo. 

 No estudo realizado por Bi (1994), em que pretendia melhorar a 

estimativa do volume da rebrota de Eucalyptus fastigata, conclui que a equação 

de volume com variável combinada foi a mais adequada.  

 Não obstante a isso, Tewari e Kumar (2003) também indicaram que a 

melhor equação para estimar o volume da árvore total de Eucalyptus 

camaldulensis, plantada em uma área árida na Índia, foi a equação da variável 

combinada. O mesmo modelo também foi relatado como o melhor para 
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estimativa do volume total de Eucalyptus paniculata no estudo realizado por 

(BI; HAMILTON, 1998). 

 No entanto, os modelos de Spurr, Schumacher-Hall e Stoate tem uma 

particularidade de além do 𝐷𝐴𝑃 terem a altura para a estimativa do volume, 

considerado como um dos fatores de perda de eficiência e precisão. De acordo 

com Bayati e Najafi (2012); Sanquetta et al., (2015b) na prática, precisão, e 

economia desempenham um papel muito importante ao decidir quais os 

métodos a utilizar para estimativa do volume.  

 Entretanto, olhando para estes aspetos, o modelo de Silva-Borders é 

adequado para estimar o volume dos 15 clones de Eucalyptus spp., por não 

considerar a variável altura. A vantagem advogada por vários autores em 

relação ao não uso da altura como variável independente na estimativa do 

volume é pela demora nas medições, dificuldades na sua mensuração e 

consequentemente, erros de medição que não são computados no uso da 

equação.  

 Para Sanquetta et al. (2014) a medição da altura encarece o inventário 

florestal e está sujeita a erros que se propagam para as estimativas 

volumétricas. 

 Silva e Borders (1993) salientam que o uso do volume das pequenas 

secções da primeira tora como variáveis independentes para predizer o volume 

total tem uma vantagem de não ser necessário à mensuração da altura.   

 Wink et al. (2015) corrobora com a ideia dos autores, enfatizando que 

vantagem dos modelos que tem somente o volume das secções como variável 

independente é que é muito fácil de obter e não requerem muito tempo para a 

sua mensuração e consequentemente o custo para o inventário será menor.  
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 As Figuras 8, 9 e 10 apresentam a distribuição do resíduo dos 

modelos em relação ao volume predito, na modelagem considerando todas as 

árvores, por clones e por grupo de clones resultantes do teste de médias de 

Skott-Knott.  

Figura 8 - Gráfico de distribuição de resíduos em relação ao volume predito 
para todas as árvores de Eucalyptus spp. com 5,5 anos de idade, 
no Polo Gesseiro do Araripe em Pernambuco. 
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Figura 9 – Gráfico de distribuição de resíduos em relação ao volume predito 
para clones de Eucalyptus spp. aos 5,5 anos de idade, no Polo 
Gesseiro do Araripe em Pernambuco. 
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Figura 10 – Gráfico de distribuição de resíduos em relação ao volume predito 
para o grupo de clones de Eucalyptus spp. com 5,5 anos de 
idade, no Polo Gesseiro do Araripe em Pernambuco. 
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 Na Figura 8, a distribuição de resíduos em relação ao volume predito 

para todas as árvores de Eucalyptus spp, o modelo de Spurr teve uma 

tendenciosidade de subestimar e superestimar o volume. O modelo de 

Schumacher-Hall, Stoate e Silva-Borders tiverem um comportamento 

semelhante, com uma boa distribuição do resíduo em torno do eixo x. 

 O gráfico de distribuição de resíduos em relação ao volume predito 

para Eucalyptus urophylla (Figura 9), indica uma superestimativa do volume 

predito para o modelo de Spurr e Stoate. O modelo de Schumacher-Hall teve 

os seus resíduos distribuídos de forma aleatória e o modelo de Silva-Borders 

não teve uma boa distribuição dos resíduos. 

 No gráfico de distribuição de resíduos em relação ao volume predito 

para Eucalyptus brassiana (Figura 9), os modelos de Spurr, Schumaher-Hall, 

Stoate tiverem uma uniformidade na distribuição dos resíduos, diferente do 

modelo de Silva-Borders que teve tendência em subestimar os valores 

menores do volume predito.  
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 A distribuição de resíduos em relação ao volume predito para 

Eucalyptus urophylla x Eucalyptus tereticornis (Figura 9) apresentou tendências 

em superestimar ou subestimar o volume para os modelos de Spurr e Stoate. 

O modelo de Schumacher-Hall e Silva-Borders apresentaram uma distribuição 

uniforme do resíduo, sem tendenciosidade.  

 Na Figura 9, o modelo de Spurr foi o único a apresentar 

tendenciosidade em superestimar o volume predito de Eucalyptus tereticornis. 

Os modelos de Schumacher-Hall, Stoate e Silva-Borders, tiverem uma 

distribuição do resíduo sem grande tendenciosidade. 

 Na Figura 10, a distribuição de resíduos em relação ao volume predito 

para o grupo A de clones de Eucalyptus spp., os modelos de Spurr, 

Schumacher-Hall e Stoate mostraram tendenciosidade em estimar os volumes 

menores preditos. No entanto, o modelo de Silva-Borders teve um 

comportamento sem tendenciosidade, com uma distribuição aleatória do 

resíduo. 

 Na Figura 10 a distribuição de resíduos em relação ao volume predito 

para o grupo B de clones de Eucalyptus spp., o modelo de Spurr se mostrou 

tendencioso em superestimar valores maiores do volume. Os restantes 

modelos tiverem uma distribuição aleatória do resíduo sem tendenciosidade.  

 Na Figura 10 a distribuição de resíduos em relação ao volume predito 

para o grupo C de clones de Eucalyptus spp., apresentou uma tendenciosidade 

em superestimar o volume para o modelo de Spurr. Os restantes modelos 

tiveram uma distribuição uniforme do resíduo.  
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5 CONCLUSÃO 

 

 Em relação as equações geradas e as redes neurais artificiais, pode-

se inferir que: 

 O modelo de Schumacher-Hall apresentou um melhor ajuste estático 

em relação aos outros modelos na estimativa do volume individual de clones de 

Eucalyptus spp.; 

 O modelo de Silva-Borders e as redes neurais artificiais considerando 

o volume das secções como variáveis de entrada, são menos propícios a erros 

associados a medição da altura e mais práticos em campo para estimar o 

volume individual de clones de Eucalyptus spp., por não necessitar a variável 

altura; 

 A rede neural artificial considerando o volume das secções como 

variáveis de entrada teve um melhor desempenho estatístico em relação a rede 

neural artificial considerando o 𝐷𝐴𝑃 e 𝐻 como variáveis de entrada para a 

estimativa do volume individual. 
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Apêndice 1- Resultados da medida de quanto o valor predito pela rede neural 
artificial muda para os diferentes valores da variável independente 
para todas as árvores. 

 

 

Apêndice 2- Resultados da medida de quanto o valor predito pela rede neural 
artificial muda para os diferentes valores da variável independente 
para o clone Eucalyptus urophylla. 
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Apêndice 3- Resultados da medida de quanto o valor predito pela rede neural 
artificial muda para os diferentes valores da variável independente 
para o clone Eucalyptus brassiana. 

 

 

Apêndice 4- Resultados da medida de quanto o valor predito pela rede neural 
artificial muda para os diferentes valores da variável independente 
para o clone Eucalyptus urophylla x Eucalyptus tereticornis. 
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Apêndice 5- Resultados da medida de quanto o valor predito pela rede neural 
artificial muda para os diferentes valores da variável independente 
para o clone Eucalyptus tereticornis. 

 

Apêndice 6- Resultados da medida de quanto o valor predito pela rede neural 
artificial muda para os diferentes valores da variável independente 
para o grupo A. 
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Apêndice 7- Resultados da medida de quanto o valor predito pela rede neural 
artificial muda para os diferentes valores da variável independente 
para o grupo B. 

 

 

Apêndice 8- Resultados da medida de quanto o valor predito pela rede neural 
artificial muda para os diferentes valores da variável independente 
para o grupo C. 

 


